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шинного обучения нами была выдвинута гипотеза
компактности: объекты, относящиеся к одному
классу СДС, образуют подмножества, компактно
локализованные в пространстве предикторов.

ПОСТАНОВКА ЗАДАЧИ 
И ИСХОДНЫЕ ДАННЫЕ

Задача определения СДС на широкоугольном
снимке видимой полусферы неба сформулирова-
на как классификация фотографий по четырем
классам [3]. Тренировочная выборка для обуче-
ния моделей в этой постановке предварительно
формируется экспертами совокупно в процессе
натурных наблюдений и в лабораторных услови-
ях. Задача, таким образом, состоит в подборе и
оптимизации параметров модели из семейства
алгоритмов машинного обучения, позволяющей
отнести новый независимый объект (цифровой
широкоугольный снимок неба) к одному из клас-
сов СДС.

Для формирования обучающей выборки в ра-
боте использовались наборы данных, получен-

ные двумя разными способами: в ходе сопутству-
ющих съемке натурных наблюдений, а также не-
зависимой оценкой СДС тремя экспертами по
снимкам. Исходные фотографии были получены
установкой оценки ОБО [1] в экспедиции АИ-49
НИС “Академик Иоффе” и в экспедиции № 31
НИС “Академик Николай Страхов” (рис. 2) с пе-
риодом съемки 20 с. Сопутствующие натурные
наблюдения проводились с периодом 1 ч в свет-
лое время суток. Полученные показания наблю-
дателей считались верными классами СДС для
снимков, отстоящих по времени менее чем на
5 мин от момента наблюдения. На этапе предва-
рительной обработки применялась процедура
фильтрации объектов-выбросов по каждому из
числовых признаков. Общий объем выборки со-
ставил 28724 объекта, включая 15511 данных на-
блюдений и 13213 оценок в лабораторных услови-
ях. Полученное распределение объектов набора
данных по классам СДС представлено на рис. 2.
Это распределение неравномерное, поэтому для
составления тренировочных подмножеств при-
менялась процедура балансировки классов. Были

Рис. 1. Цифровой широкоугольный оптический снимок видимой полусферы неба.
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использованы два метода: дублирование сэмплов
редких классов с зашумлением предикторов и об-
резание объема частых классов. Ни один из этих
способов не показал решающего преимущества
перед другим по точности получаемых моделей.

Для формирования пространства числовых
предикторов были использованы поля красного
(R), зеленого (G) и синего (B) каналов изображе-
ния в цветовой модели RGB [9], поле яркости
пикселей (Y), а также синтетический индекс GrIx,
вычисляемый для каждой точки изображения по
следующей формуле:

(1)

где StdDev(R, G, B) – стандартное отклонение ря-
да из значений (R, G, B).

На вышеперечисленных полях вычислялись
следующие статистики: минимальное и макси-
мальное значения, арифметическое среднее, эм-
пирические центральные моменты распределе-
ния (дисперсия, коэффициент асимметрии,
коэффициент эксцесса), среднеквадратическое
отклонение, набор перцентилей от 5 до 95 с ша-
гом 5 (5, 10 … 95), перцентиль 99, среднее квадра-
тическое по полю. Кроме того, использовались
высота и азимут Солнца. Метрика расстояний
между событиями в пространстве признаков была
выбрана евклидова. Таким образом, вышепере-
численными вещественными переменными было
сформировано 142-мерное пространство.

( ), ,
1 ,

StdDev R G B
GrIx

Y
= −

Для сравнения точности классификации вы-
бирались наиболее популярные алгоритмы:

метод линейного дискриминантного анализа
(далее LDA) [7];

метод произвольного ансамбля решающих де-
ревьев (Random Forest, далее RF) [4, 6];

метод градиентного бустинга над решающими
деревьями (gradient boosting trees, далее GBT) [5, 8];

метод глубокой искусственной нейронной се-
ти (deep artificial neural network, далее DANN) [2, 5].

Для каждого из вышеперечисленных семейств
моделей машинного обучения существует свой
подход к оценке значимости признаков. Для се-
мейств алгоритмов LDA, RF и GBT применялось
ранжирование признаков по оценке значимости.
Было проведено исследование влияния размер-
ности N пространства наиболее значимых пре-
дикторов на точность классификации. В случае
модели типа DANN для оценки значимости при-
знаков применялся подход “optimal brain damage”
(далее OBD) [11] для слоя входных параметров сети.

Для достоверной оценки точности и контроля
ошибок в процессе тренировки, а также для ис-
ключения переобучения использовался подход
контроля и подбора гиперпараметров моделей
методом кросс-валидации в стратифицирован-
ном варианте с разбиением на 10 блоков.

Рис. 2. 1 – Маршрут экспедиции № 31 НИС “Академик Николай Страхов” с 15.12.2015 г. по 21.01.2016 г.; 2 – маршрут
экспедиции АИ-49 НИС “Академик Иоффе” с 12.06.2015 г. по 02.07.2015 г.; на врезке – распределение объектов обу-
чающей выборки по классам СДС.
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ОЦЕНКА КАЧЕСТВА МОДЕЛЕЙ

Оценка качества моделей производилась на
отложенной выборке по показателю доли верных
ответов:

(2)

где Tc – количество ответов классификатора, сов-
падающих с экспертным, Fc – количество оши-
бочных ответов классификатора. Объем отложен-
ной выборки составлял 25% общей совокупности
событий. Зависимость качества Acc моделей LDA,
GBM и RF от размерности N пространства наибо-
лее значимых числовых признаков приведена на
рис. 3.

Для моделей из семейства LDA вне зависимо-
сти от состава предикторов точность не превыси-
ла Acc = 87%. Наилучшее качество на отложенной
выборке, полученное с использованием моделей
семейства RF, составило Acc = 93.6%. С использо-
ванием моделей семейства GBT в некоторых слу-
чаях была достигнута точность Acc = 94%. Для
этих алгоритмов рост качества по показателю Acc
с ростом N размерности пространства веществен-
ных предикторов существенно замедляется, на-
чиная с N = 20 (рис. 3). Таким образом, для моде-
лей LDA, RF и GBT использование больше 20 наи-
более значимых признаков в задаче определения
СДС не имеет практического смысла.

,TcAcc
Tc Fc

=
+

МОДЕЛИ СЕМЕЙСТВА DANN

Альтернативный метод определения СДС ба-
зируется на полносвязных глубоких искусствен-
ных нейронных сетях [2]. С применением алго-
ритмов семейства DANN на полном составе при-
знаков была достигнута точность Acc = 96.42%.
Распределение отклонений ответов и матрица
ошибок лучшего из полученных классификато-
ров в сравнении с показаниями наблюдателя
представлены на рис. 4а.

Для оценки значимости признаков в случае
моделей семейства DANN обычно применяется
подход OBD [11] на промежуточном этапе обуче-
ния, который не позволяет построить зависи-
мость результирующей точности Acc от N при на-
копительном наращивании размерности про-
странства предикторов. Однако метод OBD дает
возможность оценить значимость каждого при-
знака в отдельности. Предикторы, продемон-
стрировавшие наибольшую значимость (с поте-
рей более 5% по Acc в подходе OBD) в порядке
убывания значимости: коэффициент асимметрии
по полям G и Y, дисперсия значений R, а также
перцентили 70, 15, 20, 80, 75, 25, 5, 35, 30 GrIx. Та-
ким образом, поле GrIx является важной пере-
менной в задаче классификации СДС по широко-
угольным снимкам видимой полусферы неба над
океаном.

Подход OBD подразумевает возможность до-
обучения модели DANN после исключения m
предикторов с наименьшей значимостью. На рис. 4б
представлена зависимость точности Acc после та-
кой процедуры от m исключенных признаков.
Этот график показывает, что, дообучаясь на не-
которых тренировочных подвыборках, при со-
кращении размерности пространства N возмож-
но получить качество классификации, сравнимое
с качеством на полном наборе предикторов при
N = 142. В некоторых случаях точность модели на
отложенной выборке после дообучения может
превысить базовую. Однако общая тенденция де-
монстрирует, что исключать признаки с мини-
мальной оценкой значимости без существенной
потери качества (более 1%) следует лишь в преде-
лах 10–15 предикторов.

ВЫВОДЫ

Полученные результаты показывают, что ме-
тоды машинного обучения могут эффективно ис-
пользоваться в задаче определения СДС по широ-
коугольным снимкам видимой полусферы неба
над океаном. Высокая точность достигается на
пространстве числовых признаков, сформиро-
ванных на основании статистик цветовых полей
изображения и синтетического индекса GrIx [1], а
также дополнительных предикторов, вычисляе-
мых на основании координат и времени съемки.

Рис. 3. Точность классификации по показателю Acc
доли верных ответов в зависимости от размерности N
пространства числовых признаков для моделей из се-
мейств LDA, GBM и RF. Для графика точности моде-
лей семейства LDA серой заливкой обозначены дове-
рительные интервалы на каждом значении N с уров-
нем доверия 95%.
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Следует отметить, что ограниченная точность в
определении СДС наблюдателем может вносить
неопределенность в предложенный метод. Кроме
того, вероятно снижение точности при определе-
нии в условиях съемки, редко представленных в
тренировочной выборке (например, сильная аэро-
зольная или пылевая загрязненность атмосферы).

В рассматриваемой задаче лучшее качество по
показателю доли верных ответов дают модели се-
мейства DANN [2], где точность классификации
снимков достигает Acc = 96.42%. При этом поле
индекса GrIx [1] оказывается одной из наиболее
значимых переменных. Общая тенденция потери
качества по мере исключения предикторов в мо-
делях семейства DANN позволяет говорить о бес-
перспективности сокращения размерности про-
странства признаков.

Высокое качество классификации при ис-
пользовании алгоритмов машинного обучения
подтверждает выдвинутую нами гипотезу ком-
пактности для объектов (цифровых широко-
угольных снимков видимой полусферы неба) на
сформированном пространстве вещественных
предикторов, что позволяет выдвинуть предполо-
жение об эффективности предложенных методов
в аналогичных задачах, таких как оценка общего

балла облачности, классификация наблюдаемых
типов облачности и др.

Проведение вычислительной части исследова-
ний и анализ результатов выполнены за счет РНФ
(проект № 14-50-00095). Подготовка и обработка
экспериментальных данных осуществлена в рамках
проекта Минобрнауки РФ 14.607.21.0023, иденти-
фикационный номер RFMEF160714X0023.
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Machine Learning Methods Applied to Solar Disk State Detection 
using All-Sky Images over the Ocean

M. A. Krinitskiy

New approach has been developed and implemented for automatic determination of solar disk state from all-
sky optical images with the use of machine learning techniques. Efficiency of the most widely used machine
learning algorithms has been analysed. Influence of dimensionallity reduction of the feature space on classi-
fication accuracy has been estimated. Multilayer artificial neural network model demonstrated the best accu-
racy. The obtained results demonstrate applicability of the machine learning approach to determination of the
solar disk state using all-sky optical images.


